Лекция 12. Снижение размерности: PCA и t-SNE

1. Введение
В современном мире данные часто имеют очень большое количество признаков.
Например:
· В изображениях каждый пиксель – это признак (десятки тысяч).
· В текстах – количество уникальных слов.
· В биологии – активность тысяч генов.
Такие данные называют высокоразмерными. Работа с ними связана с проблемами:
1. Увеличение вычислительной сложности.
2. «Проклятие размерности» – многие алгоритмы плохо работают при большом числе признаков.
3. Сложность визуализации данных.
Снижение размерности (dimensionality reduction) – это метод, позволяющий уменьшить число признаков данных, сохраняя их информативность.

2. Методы снижения размерности
Методы можно разделить на две большие группы:
1. Линейные методы – предполагают, что данные можно отобразить в меньшее пространство линейным преобразованием (пример – PCA).
2. Нелинейные методы – учитывают сложные зависимости и криволинейные структуры в данных (пример – t-SNE).

3. Метод главных компонент (PCA)
3.1. Основная идея
Principal Component Analysis (PCA) – это линейный метод снижения размерности.
Его суть:
· Найти новые оси (главные компоненты), вдоль которых данные имеют наибольшую дисперсию.
· Спроецировать данные на эти оси, сохранив максимум информации.

3.2. Алгоритм PCA
1. Центрируем данные (вычитаем среднее).
2. Строим ковариационную матрицу.
3. Находим собственные значения и собственные векторы матрицы.
4. Выбираем kkk собственных векторов с наибольшими собственными значениями.
5. Проецируем данные в новое kkk-мерное пространство.

3.3. Математическая формулировка
Пусть имеется матрица данных XXX размером n×dn \times dn×d.
Задача PCA – найти новое пространство размерности k<dk < dk<d, которое максимизирует дисперсию:
Z=XW,Z = XW,Z=XW, 
где WWW – матрица, составленная из kkk собственных векторов ковариационной матрицы.

3.4. Пример применения PCA
· В обработке изображений PCA используется для сжатия данных (например, уменьшение числа пикселей без значительной потери качества).
· В биоинформатике – для выделения главных факторов, влияющих на экспрессию генов.
· В экономике – для анализа взаимосвязей между множеством показателей.

3.5. Преимущества PCA
1. Простота и скорость.
2. Убирает избыточность признаков.
3. Улучшает работу алгоритмов машинного обучения.
4. Позволяет визуализировать многомерные данные (сведя их к 2D или 3D).

3.6. Недостатки PCA
1. Метод линейный, плохо работает с нелинейными зависимостями.
2. Главные компоненты могут быть трудно интерпретируемы.
3. Чувствителен к масштабированию признаков.

4. Метод t-SNE
4.1. Основная идея
t-distributed Stochastic Neighbor Embedding (t-SNE) – это нелинейный метод снижения размерности, особенно эффективный для визуализации данных.
Суть:
· t-SNE старается расположить похожие объекты рядом, а непохожие – далеко друг от друга в новом пространстве низкой размерности (обычно 2D или 3D).

4.2. Алгоритм t-SNE (упрощённо)
1. Для каждого объекта в исходном пространстве рассчитывается вероятность близости к другим объектам.
2. В низкоразмерном пространстве строится распределение, которое должно быть похоже на исходное.
3. Минимизируется расхождение между этими распределениями (с помощью дивергенции Кульбака–Лейблера).

4.3. Пример применения t-SNE
· В биологии – визуализация данных секвенирования генов (clustering клеток).
· В NLP – визуализация векторов слов (word embeddings).
· В маркетинге – группировка клиентов по поведенческим характеристикам.

4.4. Преимущества t-SNE
1. Отлично визуализирует сложные многомерные данные.
2. Учитывает нелинейные зависимости.
3. Хорошо разделяет кластеры в данных.

4.5. Недостатки t-SNE
1. Высокая вычислительная сложность (медленно работает на больших наборах данных).
2. Результаты зависят от параметров (perplexity, learning rate).
3. Метод подходит больше для визуализации, чем для последующего анализа.

5. Сравнение PCA и t-SNE
	Характеристика
	PCA
	t-SNE

	Тип метода
	Линейный
	Нелинейный

	Скорость работы
	Высокая
	Низкая

	Интерпретация
	Главные компоненты
	Сложно интерпретируемые координаты

	Подходит для
	Сжатия, предобработки
	Визуализации данных

	Масштабируемость
	Хорошая
	Плохая

	Выходное пространство
	Любое kkk-мерное
	Обычно 2D или 3D



6. Практическое применение
PCA:
· уменьшение размерности перед классификацией или регрессией;
· удаление коррелированных признаков;
· ускорение работы алгоритмов;
· выявление главных факторов, влияющих на данные.
t-SNE:
· визуализация скрытых закономерностей;
· исследование кластеров;
· анализ данных высокой размерности в биоинформатике, маркетинге, NLP.

7. Заключение
1. Снижение размерности – важный этап анализа данных, позволяющий бороться с «проклятием размерности» и упрощать обработку информации.
2. PCA – простой и быстрый метод, хорошо подходит для предобработки и анализа линейных данных.
3. t-SNE – мощный инструмент для визуализации сложных многомерных данных, особенно при наличии кластеров.
4. На практике часто используют сочетание методов: сначала PCA для уменьшения признаков, затем t-SNE для визуализации.

